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摘　要　随着信息化领域的范围不断扩大,许多特定领域的文本语料开始涌现.这些特定领域,如医疗、通信等,由于受到安全

性和敏感性的影响,其数据规模通常较小,传统的词嵌入学习模型难以获得有效的结果.另一方面,直接应用现有的预训练语

言模型时会出现较多未登录词,这些词汇无法表示成向量,从而影响下游任务的性能表现.许多学者开始研究如何利用细粒度

语义信息来得到较高质量的未登录词向量表示.然而,当前的未登录词嵌入学习模型大多针对英文语料,对中文词的细粒度语

义信息只能进行简单的拼接或映射,难以在中文未登录词嵌入学习任务中得到有效的向量表示.针对上述问题,首先通过中文

构字规则,即中文词所包含的汉字、汉字所包含的部件和拼音等,构建细粒度的知识图谱,使其不仅能涵盖汉字和单词之间的关

联关系,还能对拼音和汉字、组件和汉字等细粒度语义信息之间的多元且复杂的关联关系进行表征.然后,在知识图谱上运行

图卷积算法,从而对中文词的细粒度语义信息之间以及它们与词语义之间更深层次的关系进行建模.此外,文中通过在子图结

构上构建图读出来进一步挖掘细粒度语义信息与词语义信息之间的组成关系,据此提升模型在未登录词嵌入推断中的精准度.
实验结果表明,在面对未登录词占比较大的特定语料上的词配对、词相似任务,以及文本分类、命名实体识别等下游任务时,所

提模型都取得了更好的性能.
关键词:未登录词嵌入学习;中文细粒度语义信息;细粒度知识图谱;图卷积网络学习
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Abstract　Withtheexpansionofthescopeininformatizationfields,lotsoftextcorporainspecificfieldscontinuetoappear．Due
totheimpactofsecurityandsensitivity,thetextcorporainthesespecificfields(e．g．,medicalrecordscorporaandcommunication
corpora)areoftensmallＧscaled．ItisdifficultfortraditionalwordembeddinglearningmethodstoobtainhighＧqualityembeddings
onthesecorpora．Ontheotherhand,theremayexistmanyoutＧofＧvocabularywordsinthesecorporawhenusingtheexistingpreＧ
traininglanguagemodelsdirectly,forwhich,manywordscannotberepresentedasvectorsandtheperformanceondownstream
tasksarelimited．ManyresearchersstarttostudyhowtoinferthesemanticsofoutＧofＧvocabularywordsandobtaineffectiveoutＧ
ofＧvocabularywordembeddingsbasedonfineＧgrainedsemanticinformation．However,thecurrentmodelsutilizingfineＧgrained
semanticinformationmainlyfocusontheEnglishcorporaandtheyonlymodeltherelationshipamongfineＧgrainedsemanticinforＧ
mationbysimplewaysofconcatenationormapping,whichleadstoapoormodelrobustness．Aimingataddressingtheabove
problems,thispaperfirstproposestoconstructafineＧgrainedknowledgegraphbyexploitingChinesewordformationrules,such
asthecharacterscontainedinChinesewords,aswellasthecharactercomponentsandpinyinofChinesecharacters．TheknowＧ
ledgegraphnotonlycapturestherelationshipbetweenChinesecharactersandChinesewords,butalsorepresentsthemultipleand
complexrelationshipsbetweenPinyinandChinesecharacters,componentsandChinesecharacters,andotherfineＧgrainedsemantic
information．Next,therelationalgraphconvolutionoperationisperformedontheknowledgegraphtomodelthedeeperrelationＧ
shipbetweenfineＧgrainedsemanticsandwordsemantics．ThemethodfurtherminestherelationshipbetweenfineＧgrainedsemanＧ
ticsbythesubＧgraphreadout,soastoeffectivelyinferthesemanticinformationofChineseoutＧofＧvocabularywords．ExperimenＧ
talresultsshowthatourmodelachievesbetterperformanceonspecificcorporawithalargeproportionofoutＧofＧvocabulary
wordswhenapplyingtotaskssuchaswordanalogy,wordsimilarity,textclassification,andnamedentityrecognition．
Keywords　OutＧofＧvocabulary wordembeddinglearning,ChinesefineＧgrainedsemanticinformation,FineＧgrainedknowledge
graph,Graphconvolutionnetworklearning
　



１　引言

在文本分类和聚类等自然语言处理(NaturalLanguage

Processing,NLP)任务中,如何将文本表示为数值向量具有重

要意义.当前,NLP模型通常将大规模语料上预训练好的词

嵌入向量直接用于下游任务中,即在海量文本数据上,预先通

过词嵌入学习方法[１Ｇ４]进行训练,得到对应的词嵌入向量,之

后在下游任务中直接使用这些预训练的词嵌入向量作为输

入.近年来,随着 BERT 模型[４]的 提 出,许 多 基 于 TransＧ

former的模型[５]以及BERT模型的变体[６Ｇ１０]被提出.这些模

型在大规模语料上取得了很好的成效,可以为下游任务提供

更好的初始化词嵌入向量,并且能够以更快的速度收敛,有效

减少了所需的计算资源[１１].

这类预训练的词向量虽然具有较好的通用性,但由于预

训练使用的大规模语料大多是从新闻、百科全书、社交媒体等

通用领域产生的,直接将模型运用在医疗、通信等特定领域下

游任务中往往会出现较多未登录(OutＧofＧvocabulary,OOV)

的词汇,即出现在预训练词表外.这种情况下,下游任务在面

对 OOV 词时只能统一把它们当作未知词(Unknownword)

来处理,并以‹UNK›等符号进行标记,而无法使用向量来表

示未登录词的语义.此外,在这些特定领域的下游任务中,可

能出现预训练的词嵌入向量与领域内该词的实际语义不一致

的现象.例如,“定期”一词在医疗文本中通常反映固定时间

段需要复诊的语义,而在金融语料中表示一种储蓄方式.也

就是说,在特定领域内,OOV 词的上下文信息是带有领域特

殊性的,且特殊领域中能够利用的文本数据规模非常小,模型

无法直接利用通用领域下预训练好的上下文信息对 OOV 词

进行推断或者根据小样本数据微调预训练模型.为了更好地

表示特定领域下游任务中出现的词汇,许多学者提出在使用

预训练语言模型得到通用词表和词嵌入后,还需要基于小样

本语料对出现频次较少的词(即 OOV 词)进行嵌入学习,并

对 OOV词嵌入进行有效推断[１２],这类学习可以被视作小样

本学习的一种类型[１３].

本文基于中文特殊的构词方法,在这些特定领域下,通过

图神经网络拟合中文构字和构词,据此解决 OOV 词较少出

现的问题,并利用细粒度语义信息构建的知识图谱来对 OOV
词嵌入进行有效推断.对于上述“定期”这个示例,该中文词

的细粒度结构包括汉字“定”、部件“月”等,它们是更底层的单

词组成结构,不具有领域特殊性,因此本文提出可以利用一些

高质量的在通用语料上预训练好的中文词嵌入,来辅助学习

汉字和部件等细粒度语义信息,进而通过细粒度语义信息对

下游特定领域中的 OOV 词嵌入进行精准推断.此外,尽管

在下游语料中 OOV 词的出现次数可能非常少,但是它的细

粒度结构往往较为丰富,因此我们可以通过学习细粒度语义

信息及其构词规则来对出现次数受限的 OOV 词进行推断.

当前,细粒度语义信息的 OOV 词向量学习方法主要基于模

仿学习的方式[１４],其流程如下:首先,基于通用语料预训练高

质量的词嵌入;其次,通过神经网络学习细粒度结构到预训练

词嵌入之间的映射关系;最后,利用上述映射关系来推断

OOV词嵌入.然而,当前利用细粒度语义信息的模型主要以

英文语料为研究对象,若是直接将这些模型应用于中文词嵌

入的学习,则会丢失中文字形中本身携带的一些信息.中文

作为世界上使用人数最多的语言,所产生的中文语料是自然

语言处理的重要数据来源.中文含有的象形文字特点及其特

殊的语法规则,使得模型较难直接通过英文词嵌入学习模型

获得高质量的中文词嵌入结果,因为这些英文词嵌入学习模

型无法利用中文的汉字内部结构所含有的丰富语义信息.另

一方面,许多中文词嵌入学习模型仅对细粒度语义信息进行

简单 的 求 和 拼 接[１５Ｇ１６],或 是 转 为 图 像 后 再 提 取 视 觉 信

息[１７Ｇ１８],它们仅简单地针对细粒度语义信息与词语义信息的

关系进行建模,忽视了细粒度语义信息之间的关联关系.此

外,这类模仿学习方法生成的细粒度嵌入与词嵌入处在两个

不同的空间,这在实际应用中可能会导致细粒度语义信息和

实际词嵌入语义信息存在没有对齐的问题.

基于以上观察,本文提出使用知识图谱的方式保存和学

习中文细粒度语义信息,包括汉字、汉字部件和拼音.该方法

利用节点和边的关系建模中文单词的语义构成过程,使得细

粒度节点与词节点能够在同一嵌入空间上进行语义信息的传

递与聚合.构建的知识图谱除了可以建模细粒度语义信息和

词语义信息之间的关系以外,还可以建模汉字和汉字部件、汉

字和汉字拼音等细粒度语义信息之间的关系.然后,通过图

卷积方法对知识图谱上的节点拓扑关系进行挖掘,得到更深

层次的节点嵌入表示以及 OOV词嵌入表示.

２　相关工作

２．１　词及其细粒度结构层面的嵌入学习

近年来,神经语言建模过程因在学习单词语义分布方面

的有 效 性 而 引 起 了 广 泛 关 注.传 统 的 词 嵌 入 学 习 方 法

SGNS[２],通过预测给定目标词及其上下文词的正样例词对和

随机的k个负样例词对来学习词的嵌入分布.而 Glove[３]通

过整合全局统计信息扩展了上述模型.随着深度学习的发

展,许多方法(如BERT[４]等)都致力于充分利用语境化语义

来学习单词的高质量表示.在细粒度级别的中文词嵌入学习

任务上,CWE [１５]使用字作为最小语义单元,它在SGNS[２]的

基础上学习字的嵌入.JWE [１６]则把字的组成部分作为最小

语义单元,联合单词、汉字以及汉字组成的部件进行学习.

cw２vec[１９]把笔画作为语义单元,使用nＧgram 的方法对笔画

进行特征提取.这些方法都是对中文词不同级别的细粒度信

息进行简单的特征提取与加和.

２．２　OOV词的嵌入推断方法

现有的大多数词嵌入学习方法都需要大量的语料以获得

充分的训练样本,从而实现高质量的单词语义分布学习.但

是许多词嵌入学习方法会去掉语料中的低频词,从而产生了

许多不在预训练词表中的词,即未登录词.在下游任务中,模

型遇到未登录词时只能统一将它们当作未知词进行标记,这

样的处理方式会使得语料中的文本出现一定程度的语义信息

损失.面对下游语料中存在的 OOV 词,现有的工作提出了

不同的嵌入推断方法,主要可以分为３类:１)基于词出现的上

下文信息进行推断;２)基于词的细粒度信息进行推断;３)通过

之前任务学习到的语义知识对新语料中的 OOV 词进行适配

３７陈姝睿,等:细粒度语义知识图谱增强的中文 OOV词嵌入学习



性学习.Singh等[２０]提出把单词对应为其字符的多个nＧgram
单元,根据词的字符nＧgram 单元的相似程度,选择与未登录

词最相似的K 个近邻词,并用这K 个近邻词加权求和后的嵌

入向量来表示 OOV词的嵌入向量.Bojanowski等[２１]同样对

单词的字符序列进行nＧgram特征提取,然后基于SGNS框架

学习单词中每个nＧgram 单 元 的 嵌 入 向 量,最 后 以 单 词 的

nＧgram嵌入向量的加和作为单词的语义嵌入向量表示.PinＧ

ter等[１４]提出了 Mimick模型,其使用双向LSTM 模型分别提

取单词字符序列的前向、后向信息,然后经过多层感知机得到

模型推断的词向量,将它与预训练好的词嵌入进行对比训练,

使得推断得到的词向量尽量接近预训练的词向量.这个过程

可以理解为模仿(Mimick)学习.Schick 等通过融合上下文

信息和字形信息来为 OOV 词推断嵌入向量[２２],根据信息量

的不同为上下文分配不同的权重[２３],并且针对BERT模型[４]

的分词机制中将单个长词或者短语拆分为多个子词嵌入的问

题,提出了采用一个词嵌入向量来近似多个子词嵌入向量的

方法,以便将长词或短语的细粒度信息进行融合,进而为模仿

学习提供高质量的词嵌入向量基准[２４].Fukuda等首先提取

与 OOV词形态相似的已知词,然后通过 CNN计算每个已知

词的相似性分数,据此聚合已知词的词嵌入并将其作为 OOV
词的嵌入表示[２５].Chen等[８]认为在模仿学习过程中,模型

只根据细粒度语义信息学会了如何学习正样例,但是没有学

习负样例,为此提出在对英文单词进行数据增强后,完成正样

本和负样本之间的对比学习,同时在推断过程中使用位置嵌

入的自注意力机制来替代传统的基于 RNN 的编码器.Hu
等除了融合上下文信息和字形信息之外,还通过 MAML元

学习算法对领域差异性进行适配学习[１３].Buck等则在上述

研究的基础上提出了 Leap元学习算法[２７],该方法解决了

MAML中存在的不稳定性,进一步提升了模型的效果.

上述 OOV词嵌入推断方法都是针对英文单词设计的,

而对于中文语料而言,直接使用这类方法容易丢失中文字形

中的细粒度语义信息,使其很难得到有效的词嵌入表示.为

了解决此问题,Chen等[１８]针对中文字形提出了 Glyph２vec模

型.与 Mimick的学习思想类似,他们使用中文的汉字、汉字

图片、仓颉汉字编码等特征作为模型输入,然后利用 GRU 模

块[２８]作为编码器进行模仿学习从而推断词向量.此外,还有

一类方法基于BERT模型对中文细粒度语义信息进行提取,

以改进中文词嵌入的学习效果.例如,Sun等在 BERT 模型

的基础上,融入了中文的字形信息和拼音信息[２９].Li等利用

词性标注信息进一步提升了基于字符级的中文BERT模型的

效果[３０].但是这类方法均是基于BERT,需要从头开始训练,

计算资源消耗大,且不利于对新词进行拓展.此外,现有的模

型在利用中文细粒度语义信息对 OOV词嵌入进行推断的研究

上仍有不足,无法建模汉字细粒度部件之间的语义关系.

３　方法描述

３．１　知识图谱构建与图卷积

在汉字的组成部件及其组成结构的语义研究中,现有的

工作主要从汉字和部件层面对细粒度特征和词特征进行加

和[１５Ｇ１６],或在笔画层面通过将每个汉字编码成序列,进而提取

nＧgram特征的加和来表示语义信息[１８Ｇ１９,３１].但是这些方法

没有考虑到部件在不同的组成结构下可能存在不同的语义信

息贡献,并且忽视了部件到汉字的构造关系.本文提出的模

型通过挖掘中文词中含有的汉字、部件和拼音等细粒度语义

信息,并且利用知识图谱构造细粒度特征之间的关系,来辅助

OOV词的嵌入学习.

首先,对于部件信息,其在汉字中的不同组成结构和组成

关系对汉字语义的表达有着不同的影响.例如,对于两个常

见字“景”与“晾”来说,虽然它们的组成部件相同,但是上下结

构的“景”和左右结构的“晾”具有很大的语义差别;对于两个

部件“木”和“口”来说,它们可以在同样的上下结构下,组成两

个语义不同的汉字,即“杏”和“呆”.因此,对于汉字和部件之

间的关系,用简单的加和关系来构建是不合 适 的.Zhang
等[３１]考虑到了汉字结构的信息,但他们只对汉字的１３种部

件的组成结构进行统一编码,并和笔画以及拼音编码一起作

为序列输入至模型,而没有将组成的部件与其对应的结构组

成关系联系起来.基于以上观察,表１列出了汉字组成结构

和组成部件之间的关系,并且本文模型将这种关系用知识图

谱的方式进行表征学习.除了镶嵌结构和独体结构之外,其

他组成结构至少有两种部件.通过将部件和对应组成关系联

系起来,可以得到２６种汉字与部件之间的组成关系.

表１　汉字组成结构与组成部件之间的关系

Table１　RelationshipbetweenstructureandcomponentsofChinese

characters

组成结构 关系 示例

左右结构
左

右

左中右结构

左

中

右

上下结构
上

下

上中下结构

上

中

下

全包围结构
外

里

上包围结构
外

里

组成结构 关系 示例

下包围结构
外

里

左包围结构
外

里

左上包围结构
外

里

右上包围结构
外

里

左下包围结构
外

里

镶嵌结构 镶嵌

独体结构 独体

其次,对于拼音信息,汉字拥有的拼音信息可以是一种或

者多种,分别对应于单音字和多音字.在多音字中,不同的发

音通常会导致同一个汉字的语义完全不同.例如,“乐”在发

音“yue(四声)”时,表示动听的声音,在发音“le(四声)”时往

往表示心情愉悦.同样地,本文将拼音和汉字之间的构成关

系看作一种组成关系,并且一个汉字可能与多个拼音具有组

成关系.汉字中,一个词往往由多个字组成,同理可以把汉字

和中文词之间的构成看作一种组成关系.基于以上分析,本
文构建了中文词与细粒度语义信息之间的组成关系,以及不

同的细粒度语义信息之间的组成关系.

上述组成关系是一种图结构,它表示细粒度语义信息
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之间以及它们和词语义信息的关系.在这种异构网络的知识

图谱上,本文模型还引入了 WordNet[３２]中的近义词和近义字

关系,使得知识图谱含有单词之间、汉字之间的语义关系.例

如,“变化”在 WordNet中的近义词是“改变”,通过将这种近

义关系加入到本文所提的知识图谱中,使得节点拥有的邻居

信息更加丰富.基于上述分析,本文构建了一个如图１所示

的知识图谱.

图１　中文细粒度语义知识图谱

Fig．１　ChinesefineＧgrainedsemanticknowledgegraph

该知识图谱是异构的,即节点有多种类型,且节点之间连

接的边有多种类型.其中,节点分为４种类型,包括汉字组成

部件节点、拼音节点、汉字节点和单词节点.由表１可知,在

连接汉字组成部件节点和汉字节点之间的边中,一共有２６类

边关系,表示部件在汉字中属于某种特定结构.比如对于部

件“各”和汉字“格”,两个节点之间的边类型是左右结构中的

左结构.在拼音节点和汉字节点之间,由拼音指向汉字,表示

该汉字的拼音组成.最后,在汉字节点和单词节点之间,由汉

字指向单词节点,表示该单词含有的汉字.

为了获得并训练图的节点表示和边表示,本文模型使用

基于图卷积网络的学习方法,其中节点的信息传递使用异构

图的聚合方式.参照 RGCN[３３]的思路,每种边连接类型都有

自己的权重参数.另外,在大规模图网络中,为了保留一定的

归纳式学习能力,即可以对新出现的节点进行快速学习的能

力,本文模型在 RGCN的网络上应用了 GraphSage[３４]的邻居

节点采样模式.最后得到中心节点i通过采样得到的邻居节

点集合Nnei和边类型集合R(Nnei)的更新过程,即如式(１)所

示的聚合函数:

hk
i＝σ ∑

r∈R(Nnei)
　 ∑

j∈N
r
nei

１
|Nr

nei|W
k－１
r hk－１

j Wk－１
o hk－１

i( ) (１)

其中,边类型集合R(Nnei)表示在采样得到的邻居节点中,中

心节点i与这些邻居节点的边关系的类型集合;Nr
nei表示以边

关系r为连接边的采样邻居节点的集合;hk
i 表示在图卷积网

络的第k层节点i的隐层嵌入;Wk－１
r 表示在图卷积网络的第

k－１层由边关系r决定的权重参数;Wk－１
o 是中心节点保留上

一层网络中自身嵌入信息的权重参数;σ表示sigmoid激活函

数.由于在该公式下,模型的参数量会随着边关系数量的增

加而大幅增长,并且对于部分在图中出现次数较少的边关系

而言,其 在 训 练 过 程 中 很 容 易 出 现 过 拟 合 的 现 象.因 此

RGCN[３３]采用了权重共享策略,通过用更少的B 组基础权重

参数进行加权求和的方式得到不同的R 组边关系的权重参

数,如式(２)所示:

Wk
r＝∑

B

b＝１
ak

rbVk
b (２)

其中,ak
rb表示对于图卷积网络第k层的隐层节点,在边关系r

下,第b组的基础权重参数的相关系数;Vk
b表示对于图卷积网

络第k层的隐层节点,第b组的基础权重参数的线性变化

权重.

３．２　知识图谱的训练目标函数

在更新知识图谱的过程中,现有的训练方法主要分为有

监督和无监督两种.其中,无监督方法的目标大多是让近邻

节点之间的隐层嵌入更相似,非近邻节点之间的隐层嵌入距

离更远;有监督方法的目标则是使用图隐层节点更好地拟合

标签.本文使用的是无监督的学习方法.在 GraphSage[３４]的

工作中,中心节点u的训练是通过均匀随机采样一个邻居节

点作为正样本对,以及Q 个非近邻节点作为负样本,使得在

拉近正样本对的嵌入距离的同时拉远负样本对的嵌入距离.

这样的训练方式存在两个问题:首先,在均匀采样下,负样本的

代表性可能不足以使模型有效地进行对比学习;其次,在大规

模图中进行随机游走非常耗时.在嵌入表示学习的工作中,本

文模型引入了一种新的训练目标函数[３５]进行对比学习.

具体而言,在特征的嵌入空间中,不仅需要模型能够赋予

相似样本更相似的特征,而且要求特征分布能够保存尽可能

多的信息,前者通常被称为对齐性(Alignment),后者则被称

为均匀一致性 (Uniformity).对于现有的 对 比 学 习 模 型,

Wang等[３５]证明了它们的有效性在于优化了上面这两种特

性,据此提出了两种指标,分别如式(３)和式(４)所示:

lalign＝E(x,x＋ )~ppos ‖f(x)－f(x＋ )‖α (３)

luniform＝logE(x,y)i．i．d．
~ pdatae－t‖f(x)－f(y)‖２ (４)

式(３)表示在正样本对分布ppos中的(x,x＋ )经过模型f
学习之后的嵌入距离尽可能小,α为不同范式距离的取值.

式(４)表示对于所有的样本数据分布pdata,任意两个样本对x
和y 经过模型f 学习之后在高斯势能核上的势能值尽可能

小(即两个样本在高斯核特征空间中的距离尽可能大).通过

优化式(３)和式(４)所示的两种指标,模型能够输出较好的嵌

入表达.

在知识图谱的更新中,我们希望近邻节点嵌入更相似,而

非近邻节点嵌入之间尽可能不相似,因此在对一个批次的目

标节点进行训练时,把每个目标节点和它的邻居节点当成正

样本对,在这个正样本对分布中最小化lalign;把所有目标节点

和邻居节点的集合当作样本数据分布,在这个数据分布上最

小化luniform.最终,在知识图谱上进行卷积的损失函数的定义

如下:

lloss＝lalign＋αunifluniform (５)

其中,αunif表示模型在均匀一致性损失上的训练权重.

３．３　基于细粒度节点的聚合操作

对于传统的图结构,利用图卷积操作进行更新后,可以执

行两个层面的任务,即节点层面任务和图层面任务.节点层
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面上的任务通常直接利用图卷积的深层嵌入来表示节点,对

节点做分类回归等.图层面上的任务则是对整个图或者部分

子图进行分类或回归等,此时需要把图或者子图做图读出

(GraphReadout)操作,即聚合图中的部分节点和边信息.

在３．１节和３．２节中,进行知识图谱的构建以及图卷积

训练得到各节点更深层次的嵌入表达之后,模型需要通过细

粒度节点的嵌入来表示词的嵌入,因此本文提出在子图结构

上做图读出.大部分工作都参考图像上的池化操作来聚合图

或者子图信息,对节点求最大值、求和、求平均等[３６],或者进

行层次式的池化操作[３７Ｇ３８],但是这些池化操作都对结点顺序

不敏感.

在细粒度节点构成词的过程中,它的顺序对于聚合来说

至关重要.在一个词中,汉字的序列将改变词的语义信息,如
“中文”一词与“文中”一词表达的语义是不一样的.同理,部

件在构成汉字时,人们通常会以从左往右、从上往下的顺序来

书写汉字,因此模型需要用顺序操作来聚合细粒度语义信息.

在文本领域,LSTM 网络[３９]在解决序列问题上有着优异表

现,根据本文提出的细粒度节点构成词的特点可知,细粒度序

列的信息是单向的,因此模型使用单向 LSTM 对节点序列进

行聚合.但是LSTM 网络对节点进行聚合时,无法区别各节

点信息的重要程度,即无法建模词对不同细粒度节点信息的

偏重情况,因此模型在LSTM 的各时间步的输出中加入了注

意力(Attention)机制[４０],通过在聚合过程中对各节点信息与

整个节点序列提取的信息进行注意力权重系数的计算,来更

好地达到节点信息聚合的效果.整个训练过程与细粒度语义

信息的聚合过程如图２所示.

图２　模型训练过程及中文细粒度语义信息的聚合操作

Fig．２　ModeltrainingprocessandaggregationoperationofChinese

fineＧgrainedsemanticinformation

４　实验验证

４．１　实验设置

由于本文模型是基于知识图谱来捕获细粒度语义信息,

从而更为精准地推断 OOV词的嵌入表示.为了验证本文提

出的工作的有效性,我们选择了４种利用细粒度语义信息来

推断 OOV词嵌入的模型作为本文实验的基准模型,分别是

Mimick模型[１４]、AM 模型[２３]、HICE模型[１３],以及 Glyph２vec
模型[１８].此外,本节统一采用了SkipＧgram 模型[２]在中文维

基百科语料库上预训练好的词嵌入向量作为背景知识.

(１)Mimick模型[１４]:使用预训练词嵌入作为标签,并根据

英文单词的字母序列推断词的嵌入向量.首先,该模型通过双

向LSTM 网络对目标英文单词的字母序列进行特征提取,进

而通过一层感知机预测得到嵌入,最后使用预测嵌入与预训练

词嵌入之间的距离作为模型的损失进行训练.对于中文语料,

把目标单词的汉字序列作为输入进行特征提取和训练.

(２)AM(AttentiveMimick)模型[２３]:是在 Mimick的基础

上结合上下文信息来推断词嵌入的方法,其中上下文信息只

由少量高质量的上下文决定.该模型融合了注意力模仿机

制,采用单词在不同上下文之间的相似性作为注意力,给上下

文信息分配不同的权重.与 Mimick相似,AM 模型使用预训

练好的词嵌入作为标签,同时结合上下文信息和字形信息推

断词的嵌入.

(３)HICE模型[１３]:与 AM 模型相似,同样是利用字形信

息和上下文信息来推断词嵌入,使模型可以学习如何拟合预

训练好的词向量.在该方法中,上下文信息不是通过权重加

和,而是对采样得到的上下文序列执行自注意力机制,然后对

单词所处的不同上下文情境分别进行训练.该文还讨论了对

出现次数非常少的小样本数据进行学习、训练和测试推断时,

样本的分布可能存在差异,为此提出引入 MAML的方法进

行有效学习.

(４)Glyph２vec模型[１８]:针对中文的词嵌入推断,提出在

Mimick结构之前,对汉字书写的图像特征、汉字仓颉造字编

码等信息进行提取,之后将其输入双向 GRU 模块,再根据与

预训练好的词向量之间的距离损失进行学习.

(５)SkipＧgram模型[２]:用目标词作为输入来预测其上下

文词,并以此为目标词学习对应的词嵌入向量.

IFCWE模型:本文提出的模型,其按照中文细粒度结构

与词之间的关系构建知识图谱,使用图卷积操作完成信息的

传递,并且使用 AttentionLSTM 的结构来聚合细粒度语义信

息.在IFCWE模型中,知识图谱上的部分节点(即预训练词

表中存在的单词)用预先训练好的词嵌入作为初始特征.

本节将在中文维基百科语料库上预训练好的背景知识作

为目标向量,对上述模型进行训练,并且用各自训练出来的模

型进一步推断 OOV词的嵌入表示.在下游评测过程中,本节

实验利用各个模型提取细粒度语义信息的能力,对不存在于背

景知识中的词推断其词嵌入表示,然后将结果加入下游评测过

程中,进一步对比各个模型对下游任务带来的提升效果.

在本实验中,我们统一将词嵌入向量的维度设置为３００.

本文模型总共训练３轮迭代,更新方法采用随机梯度下降,设

置学习率为０．７,图卷积网络设置为两层,卷积网络的输出特

征维度也为３００,αunif的值设置为１.其余模型总共训练５轮

迭代,参数均采用其论文中提供的默认最优参数.

４．２　词类比任务

词类比任务衡量了预训练模型捕获两个词之间语义关系

的能力.Li等[４１]提出了针对中文特点的词类比任务评测

数据集 CA８,该评测数据集共有两种类型的类比任务,分

别与字形和语义相关.字形类任务主要针对中文造词重

复的特点,如“避一避”“完完全全”,还有前缀后缀的情形,

如“第一”“第二”“你们”“他们”等.语义类任务则结合了

中国的地 理、历 史、艺 术、常 识 等.每 个 类 型 分 别 有 ４ 个
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小类,各自代表一种主要用词情境.

在字形类的词类比任务(Morphological,Mor)上,根据中

文造词的特点,对字进行形式上的重复或者规则套用,主要有

以下场景:

(１)A 型.类比的词对关系主要有 AA,如“弯”和“弯

弯”;A一 A,如“让”和“让一让”;A 来 A 去,如“忙”和“忙来

忙去”等;共２５５４个测试样例.

(２)AB型.类比的词对关系主要有 AABB,如“完全”和
“完完全全”;ABAB,如“湛蓝”和“湛蓝湛蓝”;A里 AB,如“糊

涂”和“糊里糊涂”等;共２５３５个测试样例.

(３)Pre型.类比的词对关系是在词前加前缀,如“一”和
“第一”等;共２５５３个测试样例.

(４)Suf型.类比的词对关系是在词后加后缀,如“你”和
“你们”等;共２５３５个测试样例.

在语义类的词类比任务(Semantic,Sem)上,根据使用中文

的实际语境,将词通过语义关系关联起来,主要有以下场景:

(１)地理(Geo).类比的词对关系由地理关系构成,如省

和省会、省和省的简称等;共３１９２个测试样例.

(２)常识(Nat).类比的词对关系由常识构成,如“第一”

和“冠军”等;共１４６５个测试样例.

(３)历史(His).类比的词对关系是中国历史上的实体关

系,如“秦”和“嬴政”等;共１３７０个测试样例.

(４)人文(Peo).类比的词对关系包括人物事件等关联

对,如“马云”和“阿里巴巴”;共１６０９个测试样例.

此外,该任务引入了 Add[１]和 Mul[４２]这两种度量方式,

来评估模型在词类比任务上的性能.对于一个词类比(a:b,

a∗ :b∗ ),给定a,b和a∗ ,需要在词表V 中找到满足 Add和

Mul度量方式的b∗ ,其中 Add度量方式下的目标如式(６)所

示,Mul度量方式下的目标如式(７)所示.

argmax
b∗ ∈V

(cos(b∗ ,b)－cos(b∗ ,a)＋cos(b∗ ,a∗ )) (６)

argmax
b∗ ∈V

cos(b∗ ,b)cos(b∗ ,a∗ )
cos(b∗ ,a)＋ε

(７)

其中,ε为防止除０错误而设置的极小常数.

由于基准模型 AM 和 HICE需要上下文信息进行词推

断,而上述评测数据集中没有上下文信息,因此在词类比任务

上本小节只选择 Mimick模型和 Glyph２vec模型与本文模型

进行对比,实验结果如表２和表３所列.

表２　不同模型的字形类词类比结果

Table２　Morphologicalanalogyresultsofdifferentmodels
(单位:％)

Model
Add

A Pre AB Suf
Mul

A Pre AB Suf
Mimick ２３．３ ２６．２ １０．０ ６６．９ ２５．２ ２６．２ ９．０ ６６．２

Glyph２vec ４２．４ ７４．４ ６５．０ ６９．３ ４２．１ ７５．８ ６１．３ ６９．５
IFCWE ９９．９ ９９．４ １００．０ ９９．９ ９９．９ ９９．４ １００．０ ９９．９

字形类词类比任务的结果如表２所列.由于 Mimick模

型是字符级词嵌入学习模型,其在中文细粒度语义信息的提

取上有所缺失,无法捕捉更深层次的信息,因此在这个任务上

Mimick模型取得的结果相对较差.而相比 Mimick模型,

Glyph２vec模型进一步引入了中文的字形信息和仓颉编码等

信息,以改善中文词嵌入学习上的效果,可以看到 Glyph２vec
模型的效果相比 Mimick模型在该任务上有显著提升.而

IFCWE模型利用部件和拼音与汉字,以及汉字与词的组成关

系构建知识图谱,并在知识图谱上进行信息的深层次聚合与

更新,采用较为有效的子图读出机制,最后在字形上的判别能

力非常准确,几乎全部类比成功.

表３　不同模型语义类词类比结果

Table３　Semanticanalogyresultsofdifferentmodels
(单位:％)

Model
Add

Geo Nat His Peo
Mul

Geo Nat His Peo
Mimick ５３．９ ３６．１ １５．６ ２５．０ ５４．５ ３４．７ １５．８ ２４．４

Glyph２vec ５３．６ ３６．１ １５．４ ２４．６ ５４．２ ３５．１ １５．７ ２４．４
IFCWE ５２．６ ３６．１ １７．３ ２３．７ ５２．７ ３５．１ １６．５ ２３．１

语义类词类比任务结果如表３所列,其中 Mimick模型取

得了最好的效果.通过综合字形和语义类词类比结果发现,

Glyph２vec模型虽然在先前的任务中远好于 Mimick模型,但
在词任务中准确率平均只有１０％.进一步观察该任务的词

对,可以发现几乎所有的词对在字形上都没有太大的关联,

Glyph２vec模型更加侧重于字形上细粒度信息的捕捉,导致

在字形信息上产生了过拟合的情况,使得其性能在这个任务

中有所下滑.而 Mimick模型对于字形信息的捕捉能力相对

较差,却取得了较好的效果.虽然我们认为 Mimick模型并

没有真正地学习到词对之间的关联信息,但恰恰是因为它无

法捕捉到细粒度字形信息,所以剔除了许多噪声.而IFCWE
模型使用知识图谱可以保存和建模近义词等语义信息,因此

与 Glyph２vec模型相比,其不仅能够发掘细粒度的语义信息,

还在语义类词类比任务中取得了具有竞争力的效果.

最后,为了分析 Mimick,Glyph２vec和IFCWE模型在词

类比任务中的总体效果,本节展示了３种词类比类型(即 Mor
类型、Sem类型、全部类型)上的总体结果,这３种模型在 Add
和 Mul两种度量方式上的平均指标如图３所示.

(a)Add

(b)Mul

图３　不同模型分别在类型 Mor和Sem与全部类型 All下的中文

词类比结果

Fig．３　ChinesewordanalogyresultsofmodelsunderMor,Sem,

andAll
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从实验结果中可以发现,在 Add和 Mul两种不同的计算

最近目标类比词的方法上,本文提出的IFCWE模型在平均

指标上均取得了最佳效果.

１)https://github．com/frederick０３２９/WikipediaＧTitleＧDataset
２)http://openkg．cn/dataset/yiduＧs４k
３)https://github．com/BYVoid/OpenCC

４．３　维基百科标题分类

在实际应用中,未登录词在一些特殊场景中经常出现,如

学术名词、领域术语和地理位置等.维基百科标题中常常含

有一些具有重要含义的特殊词,这些词往往是 OOV 词.按

照 Glyph２vec模型中的实验设置,在中文维基百科标题文本

数据集１)上进行标题分类,该数据集词表中６０．４％的词为

OOV词.在该数据集中,根据维基百科标题所对应的文章内

容,可以将数据集中的标题文本分为１２个类别,并利用上游

预训练的词向量,在该实验中对标题文本进行分类.

参照 Glyph２vec模型中维基百科标题分类任务的实验设

置,我们选取８０％的数据集作为训练集,并将剩下的２０％作

为测试集.另外采用３层全连接神经网络作为分类器,其以

词嵌入向量为输入,并以测试集上的准确率(Accuracy)和 F１
值作为评测指标.

本小节通过该数据集来衡量各个模型在未登录词嵌入推

断方面的能力,并对该数据集进行了如下预处理操作:首先,

删除了标题文本中的标点符号,并将阿拉伯数字替换成中文

字符,例如将“１”改为“一”;其次,使用Jieba工具包对中文标

题文本进行分词.

实验结果如图４所示.在维基百科标题分类任务中,

Mimick模型作为最早的基准模型,由于只捕捉了粗粒度的字

形语义信息,因此效果最差.而其他模型基本都是基于 MimＧ

ick模型的思想在细粒度字形的捕捉或者上下文信息的融入

上做了进一步的改进.AM 模型在 Mimick模型的基础上引

入了子词信息和上下文信息,因此与 Mimick模型相比性能

有所提升.同样地,HICE模型由于在利用粗粒度的字形信

息之外,还有效地利用了上下文信息进行未登录词的学习,总

体性能相比前两者有所提升.但是在该任务上,维基百科标

题中单篇文本的长度非常短,并不能为 AM 模型或者 HICE
模型提供充足有效的上下文信息,而从字形信息来看,MimＧ

ick模型、AM 模型以及 HICE模型对中文字形的细粒度信息

捕获不足.Glyph２vec模型通过引入更细粒度的字形信息,

在精确率上相比以上３个模型都有了巨大的提升,说明在该

任务中,通过捕获中文层面更细粒度的字形信息确实能有效

提升模型效果.而IFCWE模型的结果相比 Glyph２vec模型

有了进一步的提升,说明通过引入知识图谱,IFCWE模型相

对于简单学习字形和仓颉编码的 Glyph２vec模型来说,确实

有着更强的学习中文细粒度语义信息的能力.此外,相比使

用了上下文的 HICE和 AM 模型,IFCWE模型只利用中文字

形信息就取得了较好的效果,由此可见中文的字形包含着丰

富的语义信息,在该任务中中文的字形信息相对于上下文信

息而言更为重要.

(a)Accuracy

(b)F１Ｇscore

图４　中文维基百科标题分类结果

Fig．４　ChineseWikipediatitleclassificationresults

为了更加直观地验证 OOV词的上下文信息和细粒度语

义信息对语义推断的效果,本实验额外利用多层 Transformer
网络来捕获 OOV词的上下文信息,并结合由知识图谱得到

的细粒度语义信息,进而推断 OOV 词嵌入,得到IFCWE＋

HICE模型.将IFCWE＋HICE模型与IFCWE和 HICE模

型分别进行对比,结果表明在该任务中,由于 OOV 词的上下

文信息有限,能够为 OOV词提供的信息严重不足,在此情况

下加入 OOV词的上下文信息,反而为IFCWE模型引入了额

外的噪音信息,因此在 F１指标上性能略微下降,但是与 AM
和 HICE模型相比,IFCWE＋HICE模型可以减小噪声的影

响,表现出了更好的鲁棒性.

４．４　命名实体识别

在命名实体识别任务上,本文采用了医学命名实体识别

数据集 Yidu.该语料是在２０１９年 CCKS评估任务上提供的

中文电子医疗记录数据集２),它的词表中５３．１％的词频小于

或等于２,具有较高的 OOV 词占比,本文利用该数据集来衡

量预训练中文词嵌入对于 OOV 词嵌入学习的作用.另外,

本文还使用opencc工具包３)将语料中的繁体字统一转为简体

字以便进一步学习和处理,并且使用Jieba工具包对数据集进

行分词操作.

在该实验中,使用基准模型对 OOV 词的嵌入向量进行

推断,其余词则使用已预训练好的词嵌入向量.下游采用

BiLSTMＧCRF模型[４３]来进行命名实体识别任务,它将词嵌入

向量作为输入,输出则是句子中单词的预测标签.另外,在训

练过程中不对预训练词嵌入进行微调和更新,并以命名实体

识别的精确率(Precision)、召回率(Recall)和F１Ｇscore为衡量

指标.

OOV词命名实体识别的实验结果如表４所列,其中最优

和次优的结果分别用粗体和下划线突出表示.可以看到,仅

８７ ComputerScience 计算机科学 Vol．５０,No．３,Mar．２０２３



基于细粒度语义信息的 Mimick模型在所有基准模型中反而

取得了最好的效果,说明在该任务中,OOV 词的有限上下文

信息中包含了较多的噪声,因此侧重于上下文信息的模型(如

AM 和 HICE)无法学习到有效的 OOV 词嵌入.此外,利用

中文细粒度语义信息的 Glyph２vec模型在此任务中表现不

佳,而本文提出的IFCWE模型的效果相比 Glyph２vec模型取

得了显著提升,这表明通过知识图谱和图卷积操作建模中文

构字和构词规则能够更充分地利用中文的细粒度语义信息.

IFCWE模型在精确率上超越了 Mimick模型,但是在另外两

个指标上略低于后者,原因可能是IFCWE模型相比 Mimick
模型具有更多的参数,所以在规模较小的语料中更难收敛,而

结合了上下文信息的IFCWE＋HICE模型的效果显著优于

Mimick模型,说明本文提出的IFCWE模型不仅能更深入地

挖掘中文细粒度语义信息,而且在某些上下文信息充足的下

游语料中,加入 OOV词的上下文信息可以更有效地对 OOV
词进行推断,即模型具有良好的可拓展性.

表４　Yidu命名实体识别任务结果

Table４　NamedentityrecognitiontaskresultsonYidu
(单位:％)

Model Precision Recall F１Ｇscore
AM ４３．１７ ２６．３６ ３２．７３
HICE ４３．３５ ２５．６４ ３２．２２

IFCWE＋HICE ４６．００ ２７．７６ ３４．６３
Mimick ４４．１２ ２７．６５ ３４．００

Glyph２Vec ３８．３５ １８．３７ ２４．８４
IFCWE ４４．９８ ２５．００ ３２．１４

４．５　消融实验

为了进一步分析IFCWE中每个模块的效果及作用,本

节分别对图卷积模块和子图读出模块进行了拆除,以便完成

消融实验分析.

IFCWEw/oRGCN:拆除图卷积模块得到基准模型,该

模型在训练过程中不对知识图谱进行图卷积训练,而是直接

在随机的卷积核上做子图读出.

IFCWEw/oReadout:拆除子图读出模块得到基准模型,

该模型在对知识图谱进行卷积后,将子图上的节点特征加权

求和后直接得到子图特征,即用平均的方式替代 Attention机

制下的LSTM 读出操作.

在字形类(Mor)词类比任务以及在语义类(Sem)词类比

任务上的实验结果分别如表５和表６所列.此外,为了更加

清晰地展示在词类比任务上的总体效果,图５给出了在 Add
度量方式下的３种词类比类型(即 Mor类型、Sem 类型、全部

类型)的结果和在 Mul度量方式下的３种词类比类型结果.

表５　消融实验中字形类词类比任务结果

Table５　Morphologicalanalogyresultsofablationmodels
(单位:％)

Model
Add

A Pre AB Suf
Mul

A Pre AB Suf
IFCWE ９９．９ ９９．４ １００．０ ９９．９ ９９．９ ９９．４ １００．０ ９９．９

IFCWEw/o
RGCN

８１．８ ８１．０ ８４．４ ７５．４ ８１．２ ８０．７ ８３．９ ７６．２

IFCWEw/o
Readout

９７．３ ９５．８ ９８．７ ９５．１ ９７．１ ９６．０ ９８．６ ９５．６

表６　消融实验中语义类词类比任务结果

Table６　Semanticanalogyresultsofablationmodels
(单位:％)

Model
Add

Geo Nat His Peo
Mul

Geo Nat His Peo
IFCWE ５２．６ ３６．１ １７．３ ２３．７ ５２．７ ３５．１ １６．５ ２３．１

IFCWEw/o
RGCN

５２．５ ３３．６ １６．７ ２３．２ ５２．６ ３２．２ １６．４ ２２．１

IFCWEw/o
Readout

５２．５ ３６．０ １６．６ ２３．５ ５２．７ ３５．０ １６．３ ２３．０

(a)Add

(b)Mul

图５　消融模型在两种类型(Mor和Sem)与全部类型(All)下的中文

词类比任务结果

Fig．５　ChinesewordanalogyresultsofablationmodelsunderMor,

SemandAll

从图表中可以看出,在字形类的词类比任务上,拆除卷积

模块后实验效果明显下降,这说明本文构建的知识图谱对词

的细粒度语义信息的建模十分有效.而在语义类的词类比任

务上,拆除卷积模块后的模型实验效果的下降程度不及在字

形类任务上明显,这从侧面表明了本文构建的知识图谱含有

的细粒度语义信息比词的近义语义信息多.另外,拆除子图

读出模块后的模型效果也有所下降,这表明知识图谱通过图

卷积学习到的各细粒度节点特征也需要使用有效的子图读出

模块来聚合节点特征信息.

４．６　定性分析

为了定性地分析本文模型在细粒度语义信息建模过程中

的有效性,我们选择了３个常见并且语义差别较明显的部件:

“木”“火”和“氵”.在使用tＧSNE降维至二维空间后,展示它

们的位置.同样地,在二维图中展示了它们构成的部分汉字

与词的位置.为了更好地展示这３个部件和它们构成汉字、

词之间的语义关系,本小节采用两两分组对照的方式.

如图６所示,对于部件“火”和“氵”,我们将由“氵”构成的

汉字、词用深色标识,由“火”构成的汉字、词用浅色标识.可

以看到,大部分与“氵”相关的点分布在右上部,而与“火”相关

的点分布在左下部,整体呈现出了“水火不相容”的形态.另

外可以注意到,对于拥有两个“火”部件的词,它们之间的分布

９７陈姝睿,等:细粒度语义知识图谱增强的中文 OOV词嵌入学习



比只有单个“火”部件的词更集中,这说明本文模型学习到的

细粒度语义信息可以有效地进行词嵌入的推断.

图６　“氵”与“火”相关的字词嵌入分布

Fig．６　Embeddingdistributionofwordsandcharactersrelatedto
“氵＂and＂火”

同样地,对于部件“火”和“木”,将由“火”构成的汉字、词
在图７中用浅色标识,由“木”构成的汉字、词用深色标识.对

于“火”和“木”来说,它们之间也存在着较大的语义差别,大部

分与“木”相关的点在空间中的分布为局部集中,其中存在一

个特殊词“森林”,它的部件全部由“木”构成,因此它的语义位

置非常接近部件“木”.与图６相似的是,由两个“火”作为构

成部件的词分布也比较接近.对于部件“木”和“氵”,将由

“木”构成的汉字、词在图 ８中用浅色标识,由“氵”构成的汉

字、词用深色标识.可以看到与“木”字结构相关的汉字和词

大部分分布在左下部,“氵”则分布在右上部.

图７　“木”与“火”相关的字词嵌入分布

Fig．７　Embeddingdistributionofwordsandcharactersrelatedto
“木”and“火”

图８　“氵”和“木”相关的字词嵌入分布

Fig．８　Embeddingdistributionofwordsandcharactersrelatedto
“氵”and“木”

从这３个定性分析的图例中,可以发现中文的细粒度语

义信息和单词语义信息之间有着较为明显的关联,并且本文

提出的IFCWE模型可以有效地建模细粒度语义信息与单词

语义信息之间的关联关系.

除了上文中描述的部件和汉字、单词之间的关系以外,为

了观察通过细粒度语义信息来推断词嵌入的有效性,我们在

Yidu数据集上选择 OOV 词“老年痴呆症”作为目标词,它的

５个最近邻词如表７所列.此目标词对于预训练词表来说是

未登录词,并且在选择近邻词时,只考虑对于预训练词表来说

是未登录词的近邻词.从结果中可以发现,Glyph２vec模型

对“症”这个汉字的关注度过高,导致学习到了一些不相关语

义;Mimick模型在这个实例上找到的词更加不相关;而IFCＧ

WE模型在前五个近邻中能找到紧密相关的“老年性痴呆”一

词.由此可见,本文提出的IFCWE模型在进行近邻词语义

匹配时,也有着较好的表现.

表７　与目标词“老年痴呆症”最近邻的５个近义词

Table７　Nearestfivewordstotargetword“alzheimer”

老年痴呆症

Mimick 脓血 综合征 肾囊肿 前列腺炎 尿痛

Glyph２vec 腺肌症 腺肌病 癌症 胰腺癌 分化腺癌

IFCWE
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结束语　随着互联网技术和信息化进程的不断发展,越

来越多的文本数据不断产生.对于自然语言处理领域来说,

这些不断产生的文本数据给领域发展带来了重要作用的同

时,也带来了许多挑战.按照传统人工处理方法,大规模的文

本数据往往费时费力[４４],并且人为因素带来的干扰也不可忽

视[４５].通常情况下,自然语言处理任务的第一步是将文本表

示为计算机可处理的数值向量,其中词嵌入学习方法已经成

为主流的文本表示方式[４６],它能够将词映射为低维语义嵌入

向量.许多任务直接使用公开的在大规模通用语料中预训练

的词向量作为模型的输入,但是这种预训练的词向量并不适

用于所有任务,特别是面对下游出现的 OOV 词无法进行表

征的问题时.已有的 OOV词嵌入学习方法大多依赖于词的

上下文信息,或者大部分都只针对英文单词的细粒度语义信

息进行提取,它们无法在小样本中文语料上进行有效的词嵌

入学习.原因在于,首先,中文作为世界上使用人数最多的语

言,其文本处理任务的重要程度不言而喻;其次,中文是一种

象形文字,它的细粒度构造中含有丰富的语义信息,这些细粒

度的语义信息能够有效增强在下游任务中的表现[４７].如何

在中文语料上,利用中文细粒度结构中语义信息丰富这一特

点,学习高质量的 OOV词嵌入向量是本文重点关注的问题.

本文通过知识图谱的构建,进一步挖掘细粒度语义信息与词

语义信息之间的关系,并且建模了部件、拼音、汉字、词这４种

结构在组成过程中的联系;使用图卷积网络对知识图谱中的

信息进行 深 层 次 的 特 征 提 取,然 后 使 用 Attention机 制 与

LSTM 网络做子图读出,进而根据细粒度语义信息推断词的

嵌入向量.在多个真实数据集上,本文模型均取得了较好的

０８ ComputerScience 计算机科学 Vol．５０,No．３,Mar．２０２３



性能,证明了所提模型的有效性.

本文探究了从知识图谱的角度对中文细粒度语义信息进

行利用.该方法是在已有的词典数据上,对词的语义信息及

其对应的细粒度语义信息进行挖掘,即在判别学习模式下识

别词与细粒度语义信息之间的关系.随着深度学习的发展,

在人工智能领域出现了越来越多的有效的学习模式,特别是

生成式模型在多种任务下取得了优异的性能.除了本文这类

词典式的固定词和细粒度语义信息之间的关系发现,一些生

成式的方法也值得探究.因此,在未来的工作中,针对中文细

粒度语义信息的挖掘还可以利用生成式的训练方式,根据与

上下文词的共现次数引入上下文信息的知识图谱模块[４８],进

一步提高模型推断 OOV词嵌入的能力.
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